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В данной работе была построена модель прогнозирования цен закрытия акций ведущих техно-

логических компаний США с применением методов машинного обучения и глубокого обучения.

В качестве базовых моделей использовались Random Forest и LSTM, а также их комбинации

в составе ансамблевых подходов. Проведенный сравнительный анализ показал, что LSTM эф-

фективнее улавливает временные зависимости и резкие рыночные колебания, тогда как Random

Forest отличается устойчивостью к шуму и интерпретируемостью результатов. Использование

ансамблирования, в частности метода stacking, позволило объединить преимущества моделей

и достичь наименьших ошибок прогнозирования. Дополнительно применялся бутстрэппинг для

построения доверительных интервалов, что обеспечило оценку надежности предсказаний. По-

лученные результаты демонстрируют эффективность комплексного подхода и подтверждают

его практическую значимость для построения краткосрочных и среднесрочных инвестиционных

стратегий.

Введение

Фондовые рынки представляют собой динамич-

ные и высоковолатильные системы, в которых

точность прогнозирования ценовых колебаний

играет ключевую роль в процессе принятия

инвестиционных решений, а также в управле-

нии финансовыми рисками. Увеличение объема

рыночных данных и усложнение структурных

характеристик финансовых временных рядов

существенно ограничивают эффективность тра-

диционных методов анализа. В этой связи на-

блюдается активное внедрение современных

вычислительных технологий, в частности мето-

дов машинного обучения и нейронных сетей, об-

ладающих высокой способностью к выявлению

как линейных, так и нелинейных взаимосвязей
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в данных [7]. Такие подходы позволяют фор-

мировать более точные и устойчивые модели

прогнозирования, адаптированные к условиям

изменяющейся рыночной среды.

В последние годы наблюдается устойчивый рост

интереса к методам глубокого обучения, в осо-

бенности к архитектурам рекуррентных нейрон-

ных сетей, таким как LSTM, показавшим высокую

эффективность при анализе и моделировании

временных рядов. Наряду с ними сохраняется

актуальность применения традиционных алго-

ритмов машинного обучения, например, метода

случайного леса (Random Forest), отличающего-

ся высокой интерпретируемостью и устойчиво-

стью к переобучению. Комплексное использова-

ние этих методов в рамках ансамблевых моде-

лей позволяет объединить их сильные стороны

и повысить точность прогнозов.

Данная статья направлена на построение мо-

дели прогнозирования цен закрытия акций на

основе исторических данных, с использовани-

ем как нейросетевых, так и классических алго-

ритмов [9]. В работе сравниваются результаты

предсказания, полученные отдельно с помощью

моделей LSTM и Random Forest, а также в со-

ставе ансамблей — как посредством просто-

го усреднения выходных значений, так и че-

рез stacking, реализованный с использованием

линейной регрессии, обученной на предсказа-

ниях двух моделей. Для количественной оцен-

ки неопределенности прогноза применяются

бутстрэп-методы формирования доверительных

интервалов. Прогнозирование осуществляет-

ся на два временных горизонта — одноднев-

ный и недельный, что позволяет проанализиро-

вать устойчивость моделей при краткосрочном

и среднесрочном прогнозированиях. Данная ста-

тья содержит не только сравнительный анализ

точности различных подходов, но и формиро-

вание практико-ориентированного решения по

созданию адаптивной прогностической модели,

способной учитывать динамический характер

фондового рынка.

Обоснование выбора данных и моделей

Для решения поставленной задачи были исполь-

зованы исторические данные по акциям семи

ведущих американских технологических ком-

паний: Apple Inc (AAPL), Microsoft Corporation

(MSFT), Amazon.com Inc. (AMZN), Alphabet Inc.

(GOOGL), NVIDIA Corporation (NVDA), Meta

Platforms Inc. (META) и Netflix Inc. (NFLX). Эти ком-

пании характеризуются высокой рыночной ка-

питализацией, стабильным торговым оборотом

и значительным влиянием на фондовый рынок

США. Высокая ликвидность их акций обеспечи-

вает надежность временных рядов, что особенно

важно при построении прогностических моде-

лей.

В качестве источника данных был выбран финан-

совый портал Investing.com, предоставляющий

структурированную информацию о динамике

ценных бумаг с возможностью настройки вре-

менного диапазона и частоты наблюдений [13].

Для анализа использовались дневные котиров-

ки за период с 1 января 2020 года по 1 янва-

ря 2025 года. Выбранный временной интервал

охватывает различные рыночные состояния —

от стабильных фаз до периодов повышенной

волатильности, что позволяет более полноценно

оценить надежность и адаптивность прогнозных

моделей. Полученные данные включают основ-

ные параметры дневной торговой активности:

дату, цену открытия и закрытия, экстремальные

значения за день (максимум и минимум), объем

торгов и процентное изменение относительно

предыдущего дня (табл. 1).

Таблица 1. Частичные данных, взятые с финансового портала Investing.

02.01.2020 75,09 74,06 75,15 73,80 135,65 +2,29%

03.01.2020 74,36 74,29 75,14 74,12 146,54 −0,97%

Дата Цена Откр. Макс. Мин. Объем Изм. (%)

Продолжение на следующей странице
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Таблица 1. Частичные данных, взятые с финансового портала Investing. (Продолжение таблицы)

06.01.2020 74,95 73,45 74,99 73,19 118,58 +0,79%

07.01.2020 74,60 74,96 75,22 74,37 111,51 −0,47%

08.01.2020 75,80 74,29 76,11 74,29 132,36 +1,61%

… … … … … … …

24.12.2024 258,20 255,49 258,21 255,29 23,23 +1,15%

26.12.2024 259,02 258,19 260,10 257,63 27,26 +0,32%

27.12.2024 255,59 257,83 258,70 253,06 42,36 −1,32%

30.12.2024 252,20 252,23 253,50 250,75 35,56 −1,33%

31.12.2024 250,42 252,44 253,28 249,43 39,48 −0,71%

Дата Цена Откр. Макс. Мин. Объем Изм. (%)

Эти показатели легли в основу построения вход-

ных признаков для алгоритмов прогнозирова-

ния. Комбинация ценовых и объемных характе-

ристик позволяет более полно отразить поведе-

ние активов во временных рядах. Для решения

поставленной задачи были выбраны два принци-

пиально различных подхода: рекуррентная ней-

ронная сеть LSTM и алгоритм случайного леса

(Random Forest). Эти модели основаны на раз-

ных концепциях обработки информации: LSTM

эффективно работает с временными зависимо-

стями, тогда как Random Forest демонстрирует

высокую устойчивость и интерпретируемость

при работе с табличными данными. Такой выбор

позволяет провести всестороннее сравнение

их прогностических способностей и определить

целесообразность применения в различных ры-

ночных условиях. Ниже рассматриваются клю-

чевые характеристики каждой модели и их роль

в контексте поставленной задачи.

Модель Random Forest представляет собой мощ-

ный метод машинного обучения, широко приме-

няемый для задач регрессии и классификации,

в том числе для прогнозирования финансовых

показателей [1]. Основная идея метода заключа-

ется в построении множества деревьев реше-

ний, каждое из которых обучается на случайной

выборке данных и случайном подмножестве при-

знаков. Итоговый прогноз формируется путем

усреднения результатов всех деревьев, что спо-

собствует повышению точности и устойчивости

модели. Математически данную модель можно

описать следующим образом:

̂y =
1
N

N
∑
i=1

Ti(x),

где ̂y — прогнозируемое значение целевой пере-

менной;N— общее количество деревьев; Ti(x)—

представляет собой прогноз, полученный с по-

мощью i-го дерева решений для входных объ-

ектов x; Ti — обозначает отдельные деревья ре-

шений, составляющие модель случайного леса;

x — вектор входных характеристик, используе-

мых для составления прогнозов, который может

включать разные финансовые показатели, ис-

торические данные и другие соответствующие

данные.

Процесс построения случайного леса начина-

ется с генерации множества обучающих под-

множеств с помощью бутстрэп-выборки — слу-

чайного отбора с повторениями из исходных

данных. Затем для каждого дерева на каждом

этапе разбиения выбирается случайный набор

признаков, по которым ищется оптимальное

разделение. Это уменьшает корреляцию меж-

ду деревьями и предотвращает переобучение,

позволяя выявлять различные закономерности

в данных. Ключевым преимуществом случай-

ного леса является его способность работать

с нелинейными и сложными зависимостями меж-

ду признаками, а также устойчивость к шуму

и мультиколлинеарности. Модель также предо-

ставляет меры важности признаков, что помо-

гает определить наиболее значимые факторы
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для прогнозирования. Однако к ограничениям

относятся повышенные вычислительные затра-

ты, сложность интерпретации итоговой модели

и необходимость подбора гиперпараметров, та-

ких как число деревьев и глубина каждого из них.

Случайный лес хорошо подходит для прогнози-

рования временных рядов финансовых данных,

так как не требует предположений о линейности

и распределении данных, эффективно снижает

дисперсию и уменьшает риск переобучения, что

делает его одним из надежных инструментов

для анализа динамики рынка.

Сети LSTM представляют собой усовершенство-

ванный класс рекуррентных нейронных сетей,

разработанный специально для анализа после-

довательностей. В отличие от стандартных RNN,

LSTM способны эффективно сохранять инфор-

мацию на протяжении больших временных ин-

тервалов, что критически важно при прогнози-

ровании активов, подверженных как краткосроч-

ным, так и долгосрочным колебаниям. Ключевое

преимущество LSTM заключается в уникальной

архитектуре ячеек памяти, где с помощью ме-

ханизмов «входа», «забывания» и «выхода» осу-

ществляется динамическое управление потоком

информации. Это позволяет модели запоминать

значимые участки временного ряда и игнори-

ровать несущественные колебания. Формаль-

но работа LSTM-ячейки описывается системой

уравнений [10]:

ft = σ (Wf [ht−1, xt] + bf) ,
it = σ (Wi[ht−1, xt] + bi),

C̃t = tanh (WC [ht−1, xt] + bC) ,

Ct = ft ⊙ Ct−1 + it ⊙ C̃t,
Ot = σ (Wo [ht−1, xt] + bo) ,
ht = Ot ⊙ tanh(Ct).

где ft — ворота забвения; it — входной элемент;

C̃t — состояние ячейки; Ct — обновление состоя-

ния ячейки;Ot — выходной элемент;ht — скрытое

состояние; σ — сигмоидная функция активации;

tanh — гиперболическая касательная функция;

⊙ - поэлементное произведение; Wf, Wi, WC,

Wo — весовые матрицы; bf, bi, bC, bo — векторы

смещения.

Постановка задачи

Прогнозирование динамики цен акций на ос-

нове исторических данных представляет со-

бой актуальную задачу в области прикладно-

го машинного обучения и финансового анали-

за [6]. Основная цель заключается в построении

и сравнении моделей, способных с высокой

точностью предсказать значения цены закрытия

как в краткосрочной, так и в среднесрочной пер-

спективе. В рамках работы рассматриваются как

нейросетевые архитектуры, так и традиционные

алгоритмы машинного обучения [18].

Решение задачи включает в себя формирование

набора данных с ключевыми рыночными харак-

теристиками: ценами закрытия и открытия, ми-

нимальным и максимальным значениями за тор-

говый день, объемом и процентным изменением.

Особое внимание уделяется предварительному

анализу и предобработке данных. Данные этапы

включают в себя: проверку пропущенных значе-

ний, выявление и сглаживание аномалий, а так-

же нормализацию признаков для корректной

работы моделей, в частности — рекуррентных

нейронных сетей. Модели строятся на основе

алгоритмов LSTM и Random Forest, а также их

ансамблей, сформированных путем усреднения

прогнозов и stacking. Качество предсказаний

оценивается с использованием метрик RMSE,

MAE и MAPE. Дополнительно для повышения

достоверности результатов применяются мето-

ды бутстрэппинга. Далее рассмотрим пошагово

реализацию выбранной задачи.

Программная реализация

В данной главе будет рассмотрена программ-

ная реализация модели прогнозирования цен

закрытия акций на основе исторических данных

с использованием методов глубокого обучения

и традиционных алгоритмов машинного обу-

чения. Для начала происходит загрузка наших

данных. Первым шагом в программной реали-

зации является предобработка данных. Данный

процесс направлен на обеспечение корректной

работы моделей прогнозирования и включает

несколько последовательных этапов:
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1. Вначале определяется перечень акций, кото-

рые будут использоваться в анализе. Для каж-

дой из них извлекаются ключевые рыночные

показатели: цена открытия, максимальная

и минимальная цены за день, объем торгов,

процентное изменение за сутки и цена закры-

тия. Эти параметры формируют полный набор

признаков, применяемых в дальнейшем для

обучения моделей.

2. Затем проводится анализ и обработка выбро-

сов [4]. Аномалиями считаются изменения

цены, превышающие по абсолютному зна-

чению 15%. Для каждой акции формируется

бинарный индикатор наличия такого изме-

нения. Чтобы снизить влияние экстремаль-

ных значений на качество прогнозирования,

применяется процедура winsorization: значе-

ния за пределами 1-го и 99-го процентилей

заменяются на соответствующие граничные.

Такой подход позволяет сгладить выбросы,

не удаляя их полностью.

3. Заключительным этапом является нормали-

зация данных для корректной работы нейрон-

ной сети LSTM [15]. Из всего набора призна-

ков выбираются количественные показатели,

значимые для анализа временных рядов: це-

на открытия, дневной максимум и минимум,

объем торгов, цена закрытия и скорректиро-

ванное процентное изменение. Масштабиро-

вание выполняется с помощью MinMaxScaler

в диапазоне от 0 до 1, что позволяет привести

все данные к единому масштабу и обеспечить

стабильную работу модели.

После завершения этапа предобработки, ко-

гда все признаки очищены, масштабированы

и структурированы, можно перейти к этапу про-

гнозирования. На этом шаге для семи выбранных

акций строятся прогнозы цен закрытия на следу-

ющий торговый день и на неделю вперед с при-

менением двух различных моделей — Random

Forest и LSTM. Такой подход позволяет оценить,

насколько эффективно как традиционный метод

ансамблирования деревьев решений, так и глу-

бокая рекуррентная нейронная сеть решают

задачу краткосрочного и среднесрочного про-

гнозирования ценовых рядов. Для повышения

точности результатов выполняется ансамбли-

рование прогнозов [2]. Сначала применяется

простое усреднение значений, полученных от

LSTM и Random Forest, что позволяет сгладить

индивидуальные ошибки моделей. Затем исполь-

зуется более сложный подход — stacking, при

котором линейная регрессия обучается на пред-

сказаниях обеих моделей, и формируется ито-

говое комбинированное значение. Для оценки

устойчивости результатов строятся доверитель-

ные интервалы с помощью бутстрэппинга [3],

что дает представление о диапазоне возможных

колебаний прогноза. Итоговые результаты для

каждой акции будут сведены в таблицы, что

упростит их сравнение и анализ.

В качестве примера рассмотрим построение

прогноза цены закрытия акции AAPL на сле-

дующий день. Сначала формируется целевая

переменная — цена закрытия на следующий

торговый день, получаемая сдвигом временного

ряда вперед на один шаг. Из основного набора

данных удаляются строки с отсутствующими

значениями этой переменной, чтобы получить

корректную выборку для обучения. Для модели

Random Forest используются те же признаки,

что и для LSTM, при этом данные делятся на

обучающую и тестовую выборки с сохранением

временной последовательности без перемеши-

вания. Для LSTM данные формируются в виде

временных окон фиксированного размера (на-

пример, 50 дней), где каждая последователь-

ность используется для прогнозирования сле-

дующего значения. Разделение на обучающую

и тестовую выборки выполняется вручную по

индексу, чтобы исключить утечку информации

между ними.

После данного шага переходим к этапу обучения

моделей [5]. Этот шаг является ключевым, по-

скольку именно здесь математические алгорит-

мы извлекают закономерности из исторических

данных, чтобы впоследствии делать прогнозы.

В работе рассматриваются два подхода, прин-

ципиально различающихся по своей природе:

ансамблевый метод Random Forest и нейросете-

вая архитектура LSTM. Такой выбор обусловлен
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стремлением сравнить эффективность алгорит-

ма, построенного на деревьях решений, с воз-

можностями глубокой рекуррентной модели,

способной учитывать временные зависимости.

Модель Random Forest представляет собой ан-

самбль решающих деревьев, в котором каждое

дерево обучается на случайной подвыборке

данных и признаков [19]. Итоговое предсказа-

ние формируется путем усреднения результа-

тов всех деревьев, что позволяет уменьшить

дисперсию модели и повысить ее устойчивость

к шуму. Данный метод особенно хорошо справля-

ется с нелинейными зависимостями и устойчив

к переобучению при достаточном количестве

деревьев. Алгоритм реализации Random Forest

в данной работе включает несколько шагов.

Сначала применяется перекрестная проверка на

временных рядах (TimeSeriesSplit), что позволяет

корректно оценить качество модели с учетом

временной структуры данных [16]. Далее выпол-

няется подбор гиперпараметров — количества

деревьев (n_estimators) и максимальной глуби-

ны (max_depth) — с использованием перебо-

ра по сетке (GridSearchCV). Оптимизированная

модель обучается на тренировочной выборке,

после чего производится предсказание на те-

стовых данных. Полученные прогнозы масшта-

бируются обратно к исходному диапазону цен,

чтобы их можно было напрямую сравнивать

с фактическими значениями.

Модель LSTM (Long Short-Term Memory) относится

к классу рекуррентных нейронных сетей, спе-

циально разработанных для работы с времен-

ными рядами. Ее архитектура позволяет эф-

фективно запоминать долгосрочные зависимо-

сти и игнорировать нерелевантные шумовые

колебания [12]. В данной работе LSTM строится

на основе двух последовательных LSTM-слоев

с регуляризацией через Dropout, предотвра-

щающей переобучение, и завершается полно-

связным выходным слоем, который формирует

итоговое предсказание. Процесс реализации

LSTM-модели начинается с компиляции сети

с использованием оптимизатора Adam и функ-

ции потерь MSE. Для повышения устойчиво-

сти обучения применяется механизм ранней

остановки (EarlyStopping), который завершает

процесс при отсутствии улучшения метрики на

валидационной выборке в течение заданного

числа эпох [11]. Обучение проводится на подго-

товленных временных окнах входных данных, по-

сле чего сеть формирует прогнозы для тестовых

данных. Аналогично Random Forest, результа-

ты LSTM масштабируются обратно в исходный

диапазон цен, что позволяет их корректно сопо-

ставлять с реальными значениями.

После построения и обучения моделей следу-

ющим шагом является оценка их качества, ко-

торая позволила объективно сравнить точность

прогнозов. Для этого использовались три мет-

рики: RMSE — среднеквадратическая ошибка,

показывающая среднее отклонение предска-

заний от реальных значений; MAE — средняя

абсолютная ошибка, измеряющая отклонения по

модулю; MAPE — средняя абсолютная процент-

ная ошибка, позволяющая оценить погрешность

в относительных величинах [17]. Для модели

Random Forest предсказания формировались

напрямую на тестовой выборке, а для LSTM

применялся рекурсивный подход, что имитирует

реальную работу модели при отсутствии данных

о будущем. Построенный прогноз для акции

AAPL выглядит следующим образом (рис. 1).

Результаты показали, что обе модели демон-

стрируют высокую точность, однако LSTM

немного превзошла Random Forest: для первой

модели RMSE составила 4.3774, MAE — 3.3881,

MAPE — 0.01%, в то время как для Random

Forest значения были 4.6735, 3.7283 и 0.02%

соответственно. Графическая визуализация про-

гнозов на рисунке 1 наглядно показывает, что

обе модели хорошо повторяют общий тренд цен,

однако LSTM в ряде случаев точнее реагирует

на резкие изменения, тогда как Random Forest

имеет тенденцию слегка сглаживать пики.

После оценки отдельных моделей был выполнен

этап ансамблирования прогнозов с целью объ-

единить сильные стороны подходов и повысить

качество предсказаний [2]. На первом шаге при-

менялось простое усреднение прогнозов LSTM
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Рис. 1. Прогноз на следующий день.

и Random Forest, что позволило сгладить отдель-

ные ошибки каждой модели и сформировать

более устойчивый результат. Однако, несмотря

на определенное улучшение формы кривой, зна-

чения ошибок оказались достаточно высокими:

RMSE составила 229.03, MAE — 228.79, MAPE —

333.47%, что указывает на необходимость бо-

лее гибкого способа объединения. Для этого

был реализован метод stacking, в котором в ка-

честве метамодели использовались линейная

регрессия, обученная на предсказаниях LSTM

и Random Forest. Такой подход позволил зна-

чительно повысить точность: RMSE снизилась

до 0.3420, MAE — до 0.2711, а MAPE — до 0.36%

(рис. 2).

На рисунке 2, иллюстрирующем результаты, вид-

но, что простое усреднение наиболее близко

следует за истинными значениями, практически

полностью повторяя ценовую динамику, в то вре-

мя как stacked-модель дает более сглаженный

и менее точный прогноз.

Для того чтобы оценить надежность полученных

прогнозов, был проведен расчет доверительных

интервалов ошибок модели LSTM с использо-

ванием метода бутстрэппинга [14]. Суть под-

хода заключается в том, что из набора оши-

бок предсказания многократно случайным обра-

зом с возвращением выбираются подвыборки,

на основе которых формируется эмпирическое

распределение. Это распределение отражает

вариативность ошибок модели и позволяет по-

строить доверительный интервал для заданного

уровня значимости. В данном случае был рас-

считан 95%-й доверительный интервал, который

показал, что ошибка прогноза модели LSTM

с вероятностью 95% находится в пределах от

227.31 до 230.97. Такой результат демонстрирует

не только точечную оценку ошибки, но и ее диа-

пазон колебаний, что важно для более взвешен-

ной интерпретации прогноза и практического

применения модели.

Сравнение результатов

Сравнительный анализ качества прогнозиро-

вания является важным этапом оценки приме-

ненных методов. В данной главе представле-

ны результаты работы моделей Random Forest

и LSTM для краткосрочного и среднесрочного

периодов, а также рассмотрены ансамблевые

подходы — простое усреднение прогнозов и ме-

тод stacking. Отдельное внимание уделяется

доверительным интервалам ошибок, которые

позволяют оценить надежность сделанных про-

гнозов.
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Рис. 2. Результат этапа ансамблирования.

Таблица 2. Качество прогноза на следующий день.

AAPL
Random Forest 4.6735 3.7283 0.02%

LSTM 4.3774 3.881 0.01%

MSFT
Random Forest 8.6463 6.4680 0.02%

LSTM 8.5532 6.5214 0.02%

AMZN
Random Forest 6.0413 4.5912 0.02%

LSTM 5.7940 4.3655 0.02%

GOOGL
Random Forest 5.1734 3.7886 0.02%

LSTM 4.9426 3.5541 0.02%

NVDA
Random Forest 5.6575 4.5297 0.04%

LSTM 5.2695 4.2376 0.03%

META
Random Forest 15.4305 12.1262 0.02%

LSTM 15.2108 12.2619 0.02%

NFLX
Random Forest 18.9675 14.4439 0.02%

LSTM 18.4260 13.9344 0.02%

Акция Модель RMSE MAE MAPE

Из таблицы 2 видно, что обе модели демонстри-

руют достаточно близкие результаты прогноза

на следующий день. При этом LSTM показывает

преимущество в большинстве случаев, снижая

RMSE и MAE, что особенно заметно для ак-

ций AAPL, AMZN и GOOGL. Для компаний META

и MSFT различия менее выражены, но и здесь

LSTM сохраняет стабильность. Таким образом,

можно сделать вывод, что LSTM лучше справля-

ется с краткосрочными прогнозами, хотя и не

показывает значительного преимущества.

Таблица 3. Качество прогноза на неделю.

AAPL Random Forest 8.6219 7.2973 0.03%

Акция Модель RMSE MAE MAPE

Продолжение на следующей странице
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Таблица 3. Качество прогноза на неделю. (Продолжение таблицы)

LSTM 8.3281 6.9202 0.03%

MSFT Random Forest 17.7119 15.0260 0.04%

LSTM 15.7071 13.1676 0.03%

AMZN Random Forest 10.7043 8.7754 0.05%

LSTM 10.7688 8.6105 0.04%

GOOGL Random Forest 9.2747 7.4239 0.04%

LSTM 9.6679 7.5086 0.04%

NVDA Random Forest 13.2170 10.2879 0.08%

LSTM 10.0554 8.2113 0.07%

META Random Forest 31.9598 26.9612 0.05%

LSTM 30.1611 24.9104 0.05%

NFLX Random Forest 34.0485 27.6829 0.04%

LSTM 35.1426 28.9605 0.04%

Акция Модель RMSE MAE MAPE

При прогнозировании на неделю различия ста-

новятся более очевидными. Так, LSTM значитель-

но снижает RMSE и MAE для MSFT и NVDA, что

подтверждает ее способность улавливать более

длительные временные зависимости. Для AMZN

и GOOGL, результаты близки, но у LSTM наблю-

дается небольшое преимущество по MAE. В слу-

чае NFLX различия минимальны, иногда Random

Forest предсказывает результат ближе к фак-

тическому. В целом, LSTM остается более при-

менимой при увеличении горизонта прогнози-

рования, что согласуется с ее архитектурой,

предназначенной для анализа временных рядов.

Таблица 4. Ансамблирование (1 день).

AAPL Ensemble 229.0318 228.7922 333.47%

Stacked Ensemble 0.3420 0.2711 0.36%

MSFT Ensemble 425.8578 425.6573 1316.94%

Stacked Ensemble 0.3952 0.3417 1.48%

AMZN Ensemble 193.4796 192.7751 392.67%

Stacked Ensemble 0.2922 0.2056 0.63%

GOOGL Ensemble 170.5805 170.2669 1211.47%

Stacked Ensemble 0.4634 0.3665 5.28%

NVDA Ensemble 128.6250 128.0351 339.17%

Stacked Ensemble 0.4247 0.3341 1.26%

META Ensemble 550.7107 549.0577 1385.82%

Stacked Ensemble 0.2628 0.1989 1.21%

NFLX Ensemble 753.3612 746.9649 1227.32%

Stacked Ensemble 0.3243 0.2681 0.66%

Акция Модель RMSE MAE MAPE
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Результаты таблицы 4 показывают, что при

простом усреднении предсказаний (Ensemble)

ошибки увеличиваются многократно, что дела-

ет данный подход неэффективным для кратко-

срочного прогнозирования. Напротив, метод

stacking продемонстрировал минимальные зна-

чения RMSE и MAE практически для всех акций,

обеспечив наиболее точный прогноз. Особенно

заметен контраст для акций MSFT и NFLX, где

усреднение дало ошибки свыше 700, тогда как

stacking снизил их до долей единицы.

Таблица 5. Ансамблирование (1 неделя).

AAPL Ensemble 229.5387 229.3804 319.96%

Stacked Ensemble 0.4316 0.3390 0.37%

MSFT Ensemble 428.3719 428.1292 1562.17%

Stacked Ensemble 0.4097 0.3203 1.68%

AMZN Ensemble 193.3677 192.8391 342.28%

Stacked Ensemble 0.4499 0.3159 0.64%

GOOGL Ensemble 171.9451 171.6484 1298.73%

Stacked Ensemble 0.5707 0.4577 4.67%

NVDA Ensemble 128.9296 128.3281 226.84%

Stacked Ensemble 0.8419 0.7037 1.36%

META Ensemble 551.3262 549.5732 1144.65%

Stacked Ensemble 0.4079 0.3514 1.14%

NFLX Ensemble 751.4867 746.0049 1990.31%

Stacked Ensemble 0.4373 0.3757 1.62%

Акция Модель RMSE MAE MAPE

Аналогичная ситуация наблюдается и на недель-

ном горизонте. Простое усреднение снова при-

водит к значительному росту ошибок, что под-

тверждает его низкую устойчивость для финан-

совых временных рядов. Однако метод stacking

показал высокую эффективность, сохранив низ-

кие значения RMSE и MAE. Особенно заметен

результат для акций AMZN и GOOGL, где stacked-

модель обеспечила ошибки меньше единицы

при том, что Ensemble дал значения свыше

170–190.

Таблица 6. Доверительные интервалы ошибок прогноза.

AAPL [227.3059, 230.9675] [228.8890, 231.7688]

MSFT [423.8033, 428.3565] [425.6340, 430.4290]

AMZN [190.0407, 195.8722] [190.2714, 195.3596]

GOOGL [168.1522, 171.8857] [170.2398, 173.9310]

NVDA [125.1540, 129.7047] [123.0223, 127.1684]

META [539.1642, 553.8712] [538.5833, 553.5479]

NFLX [731.8974, 765.9971] [734.8313, 767.0983]

Акция Доверительный интервал (1 день) Доверительный интервал (неделя)
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Таблица 6 показывает, что доверительные ин-

тервалы на недельном горизонте прогнозиро-

вания ожидаемо шире, чем при однодневных

предсказаниях. Это отражает рост неопределен-

ности при увеличении временного интервала.

Для таких акций, как AAPL и AMZN, расширение

интервалов относительно невелико, что свиде-

тельствует о стабильности их динамики и более

предсказуемом поведении. Напротив, для акций

с повышенной волатильностью (NFLX, META) на-

блюдаются наиболее широкие интервалы, указы-

вающие на высокую чувствительность прогноза

к рыночным колебаниям.

Сравнение результатов показало, что LSTM в це-

лом демонстрирует более высокую точность по

сравнению с Random Forest за счет лучшей спо-

собности улавливать временные зависимости

в данных. Наибольший прирост качества обеспе-

чило использование ансамблирования, особен-

но метода stacking, который дал минимальные

ошибки прогнозирования на всех горизонтах.

Доверительные интервалы, рассчитанные ме-

тодом бутстрэппинга, подтвердили надежность

прогнозов, оставаясь относительно узкими для

большинства акций. Таким образом, оптималь-

ным подходом является использование модели

LSTM в комбинации с ансамблированием, что

позволяет достичь наилучшего баланса между

точностью и устойчивостью предсказаний.

Выводы

Прогнозирование цен на финансовых рынках

играет важную роль в экономике и инвестициях.

Точные прогнозы помогают компаниям и ин-

весторам лучше планировать стратегии, сни-

жать риски и принимать более обоснованные

решения. В условиях высокой волатильности

фондового рынка такие инструменты особенно

полезны. Результаты показали, что использова-

ние современных методов машинного и глубоко-

го обучения действительно повышает точность

прогнозирования цен закрытия акций. В работе

сравнивались два разных подхода: классиче-

ский алгоритм Random Forest и рекуррентная

нейронная сеть LSTM, а также их комбинации

в составе ансамблевых моделей.

Анализ показал, что LSTM лучше улавливает вре-

менную динамику и краткосрочные колебания

цен, что позволяет точнее отражать резкие изме-

нения стоимости акций [8]. Random Forest пока-

зал высокую устойчивость к шуму и мультикол-

линеарности, однако несколько сглаживает экс-

тремальные колебания, что приводит к неболь-

шому снижению точности при прогнозировании

резких ценовых изменений. Ансамблирование

моделей, реализованное через простое усред-

нение и метод stacking, позволило объединить

сильные стороны обоих подходов. Применение

stacking с метамоделью в виде линейной регрес-

сии обеспечило наилучшие показатели качества

прогноза, что подтверждается снижением оши-

бок RMSE, MAE и MAPE. Это свидетельствует

о высокой эффективности гибридных подходов

при формировании адаптивной прогностиче-

ской модели. Использование бутстрэп-методов

для построения доверительных интервалов про-

гнозов подтвердило надежность полученных ре-

зультатов и позволило количественно оценить

неопределенность предсказаний. Полученные

доверительные интервалы демонстрируют до-

статочную устойчивость моделей к случайным

колебаниям и обеспечивают дополнительный

инструмент для управления финансовыми рис-

ками.
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